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Abstrak 

Hujan memiliki dampak signifikan terhadap berbagai sektor, seperti pertanian, transportasi, dan 

manajemen sumber daya. Oleh karena itu, akurasi prediksi hujan sangat penting untuk mendukung 

perencanaan dan pengambilan keputusan yang efektif. Seiring kemajuan teknologi, pemanfaatan 

metode deep learning seperti Long Short-Term Memory (LSTM) dan Gated Recurrent Unit (GRU) 

semakin berkembang dalam bidang prediksi cuaca. Penelitian ini bertujuan untuk membandingkan 

performa kedua algoritma tersebut dalam mengklasifikasikan data meteorologi untuk prediksi hujan. 

Dataset yang digunakan berasal dari Australian Bureau of Meteorology melalui Kaggle, terdiri dari 

145.460 data dengan 23 atribut. Setelah melalui tahapan pra-pemrosesan dan resampling menggunakan 

metode SMOTE, kedua model dievaluasi menggunakan metrik akurasi, presisi, recall, dan F1-score. 

Hasil menunjukkan bahwa model LSTM memperoleh akurasi sebesar 81,46%, sedangkan GRU 

sebesar 81,39%. Nilai F1-score GRU lebih tinggi dibandingkan LSTM, masing-masing sebesar 

60,96% dan 58,95%. Hasil ini mengindikasikan bahwa kedua model memiliki performa yang 

kompetitif dan efektif untuk diterapkan dalam sistem prediksi hujan berbasis deep learning. 

 

Kata kunci: Klasifikasi, Data Mining, Prediksi Hujan, LSTM, GRU 

 

 

Abstract 

Rain has a significant impact on various sectors such as agriculture, transportation, and resource 

management. Therefore, accurate rainfall prediction is crucial for effective planning and decision-

making. With technological advancements, deep learning methods such as Long Short-Term Memory 

(LSTM) and Gated Recurrent Unit (GRU) have become increasingly popular in weather prediction tasks. 

This study aims to compare the performance of these two algorithms in classifying meteorological data 

for rainfall prediction. The dataset used was obtained from the Australian Bureau of Meteorology via 

Kaggle, consisting of 145,460 records with 23 attributes. After undergoing preprocessing and resampling 

using the SMOTE method, both models were evaluated using accuracy, precision, recall, and F1-score 

metrics. The results showed that the LSTM model achieved an accuracy of 81.46%, while the GRU model 

achieved 81.39%. However, GRU obtained a higher F1-score (60.96%) compared to LSTM (58.95%), 

indicating better detection capability for rainfall occurrences. These findings suggest that both models 

are competitive and effective for implementing deep learning-based rainfall prediction systems. 
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1. PENDAHULUAN 

Hujan adalah fenomena meteorologis penting yang memiliki dampak substansial terhadap berbagai aspek 

kehidupan manusia, termasuk pertanian, manajemen sumber daya air, dan mitigasi bencana. Akurasi dalam 

prediksi hujan esensial untuk perencanaan dan pengambilan keputusan yang efektif [1]. Dalam dekade 
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terakhir, peningkatan data dan kemajuan dalam teknologi komputasi telah mengarah pada pengembangan 

model prediksi cuaca yang lebih canggih, termasuk penggunaan teknik machine learning [2]. 

Klasifikasi adalah proses mengelompokkan objek ke dalam kelas berdasarkan kemiripan fitur [3]. Dalam 

konteks ilmiah, klasifikasi digunakan untuk mengidentifikasi, memisahkan, dan menganalisis data secara 

sistematis [4]. Metode ini penting dalam berbagai bidang penelitian karena membantu dalam pengambilan 

keputusan dan prediksi berdasarkan informasi yang telah dikategorikan [5]. Misalnya, dalam penelitian 

tentang ras kucing [6], klasifikasi membantu mengidentifikasi dan mengelompokkan kucing berdasarkan 

karakteristik tertentu. Disisi lain, klasifikasi pada prediksi hujan menggunakan metode konvensional 

seringkali terbatas oleh kompleksitas spasial dan temporal dari data cuaca [7]. Dalam dekade terakhir, metode 

deep learning seperti Convolutional Neural Network (CNN) [8] dan khususnya Recurrent Neural Networks 

(RNN) [9], telah menunjukkan potensi yang signifikan dalam memprediksi fenomena berbasis waktu seperti 

cuaca. Dua variasi dari RNN yang paling menonjol dalam penelitian ini adalah Long Short-Term Memory 

(LSTM) [10] dan Gated Recurrent Unit (GRU) [11]. Keduanya dirancang untuk mengatasi tantangan yang 

berkaitan dengan dependensi jangka panjang dalam data berurutan yang sering ditemukan dalam data cuaca. 

LSTM telah menjadi dasar bagi banyak inovasi dalam pemrosesan data berurutan. Performa utama 

LSTM terletak pada kemampuannya untuk mempertahankan informasi untuk jangka waktu yang 

panjang, membuatnya ideal untuk analisis data deret waktu. Disisi lain, GRU merupakan pendekatan 

yang lebih baru, diperkenalkan oleh [12]. GRU menawarkan arsitektur yang lebih sederhana 

dibandingkan dengan LSTM, yang memungkinkan pelatihan yang lebih cepat dengan mempertahankan 

efektivitas yang serupa. Dalam penelitian terkini menunjukkan bahwa kedua LSTM dan GRU efektif 

dalam memodelkan data deret waktu [13]–[15], termasuk dalam aplikasi meteorologi. Penelitian ini 

bertujuan untuk mengevaluasi dan membandingkan efektivitas kedua model tersebut dalam konteks 

prediksi hujan. Menggunakan dataset yang komprehensif dari Meteorologi Australia, yang mencakup 

145.460 baris data dengan 23 kolom, penelitian ini berusaha untuk memperoleh pemahaman yang lebih 

dalam tentang potensi LSTM dan GRU dalam peningkatan performa klasifikasi untuk prediksi hujan. 

Hasil dari penelitian ini diharapkan memberikan kontribusi signifikan pada aplikasi praktis machine 

learning dalam meteorologi, khususnya dalam memperbaiki akurasi dan reliabilitas prediksi hujan. 

 

 

2. TINJAUAN PUSTAKA 

Beberapa penelitian telah mengeksplorasi prediksi hujan dengan metodologi dan hasil yang beragam. 

Penelitian [16] menggunakan data BMKG Indonesia dan empat metode data mining, menemukan 

bahwa Multilayer Perceptron dan J48 memberikan akurasi tertinggi sebesar 78.4%. Penelitian ini 

menekankan pentingnya dataset pelatihan yang besar dan memilih teknik data mining yang tepat. 

Penelitian [17] memanfaatkan data cuaca sepuluh tahun dari BMKG dengan metode 1D CNN, 

menghasilkan akurasi 81.46%, menunjukkan pentingnya normalisasi data yang tepat. Penelitian [18] 

menunjukkan efektivitas Support Vector Machine (SVM) dalam memprediksi hujan di Tanjungpinang 

dengan presisi 82%. Penelitian [19] mengaplikasikan teknik machine learning pada data curah hujan di 

Australia, dengan neural networks sebagai model terbaik yang mencapai akurasi 85%. Penelitian 

terakhir [20] menggunakan algoritma deep learning pada data dari 49 stasiun cuaca di Australia, dengan 

Random Forest menunjukkan performa terbaik dengan akurasi 85.6416% dan F1-score 61.8736%.  

Berdasarkan tinjauan, penelitian ini bertujuan untuk mengklasifikasikan prediksi hujan 

menggunakan LSTM dan GRU sebagai peningkatan pada metode sebelumnya. 

 

 

3. METODE PENELITIAN 

Metodologi yang digambarkan pada Gambar 1 tersebut adalah proses yang digunakan dalam 

penelitian untuk mengembangkan model yang mampu melakukan prediksi atau klasifikasi. 

Metode tersebut dimulai dengan pengumpulan data, data tersebut diolah melalui tahap pra-

pemrosesan, resampling menggunakan SMOTE, membangun model menggunakan LSTM dan 

GRU, kemudian dilakukan pelatihan dengan dua skenario yang berbeda, dan terakhir kedua 

model tersebut dikomparasikan serta dievaluasi menggunakan confusion matrix. 
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Gambar 1 Metode Penelitian 

 

3.1 Pengumpulan Data 

Data cuaca historis harian diperoleh dari situs Kaggle 

(https://www.kaggle.com/datasets/trisha2094/weatheraus), Kumpulan data ini berisi pengamatan 

cuaca harian selama sekitar 10 tahun dari banyak lokasi di seluruh Australia. Data asli yang diambil 

dari Bureau of Meteorology (BoM) terdiri dari 23 atribut yang ditunjukkan pada Tabel 1.  

 
Tabel 1. Atribut, tipe data, dan deskripsi dari pengumpulan data 

Atribut Tipe Data Deskripsi 

Date Object Waktu (tanggal, bulan, tahun). 
Location Object Nama kota dari Australia. 
MinTemp Float Suhu minimum pada hari tertentu (derajat Celcius). 
MaxTemp Float Suhu maksimum pada hari tertentu (derajat Celcius). 
Rainfall Float Curah hujan pada hari tertentu (milimeter). 
Evaporation Float selama hari tertentu (milimeter). 
Sunshine Float Sinar matahari cerah pada hari tertentu (jam). 
WindGustDir Object Arah hembusan terkuat pada hari tertentu (16 titik kompas). 
WindGustSpeed Float Kecepatan hembusan terkuat pada hari tertentu (kilometer per jam). 
WindDir9am Object Arah angin selama 10 menit sebelum jam 9 pagi (titik kompas). 
WindDir3pm Object Arah angin selama 10 menit sebelum jam 3 sore (titik kompas). 
WindSpeed9am Float Kecepatan angin selama 10 menit sebelum jam 9 pagi (kilometer per jam). 
WindSpeed3pm Float Kecepatan angin selama 10 menit sebelum jam 3 sore (kilometer per jam). 
Humidity9am Float Kelembaban angin pada jam 9 pagi (persen). 
Humidity3pm Float Kelembaban angin pada jam 3 sore (persen). 
Pressure9am Float Tekanan atmosfer pada jam 9 pagi (hektopaskal). 
Pressure3pm Float Tekanan atmosfer pada pukul 3 sore (hektopaskal). 
Cloud9am Float Bagian langit yang tertutup awan pada pukul 9 pagi. 
Cloud3pm Float Bagian langit yang tertutup awan pada pukul 3 sore. 
Temp9am Float Suhu pada jam 9 pagi (derajat Celcius). 
Temp3pm Float Suhu pada jam 3 sore (derajat Celcius). 
RainToday Object Jika hari ini hujan maka 'Ya'. Jika hari ini tidak hujan maka 'Tidak'.  
RainTomorrow Object Jika besok hujan maka 1 (Ya). Jika besok tidak hujan maka 0 (Tidak). 

 

3.2 Pra-pemrosesan Data 

Tahap pra-pemrosesan dalam data mining adalah proses penting yang melibatkan serangkaian langkah 

untuk mengubah data mentah menjadi format yang lebih sesuai dan efisien untuk analisis [21]. Proses ini 

dapat meningkatkan kualitas dan efektivitas analisis data mining dengan mengeliminasi gangguan dan 

anomali yang dapat mengurangi akurasi model. Tahapan pra-pemrosesan pada penelitian ini meliputi: 

a. Transformasi data: Langkah awal melibatkan konversi struktural kolom Date ke format 

datetime, sebuah proses standardisasi yang esensial untuk memfasilitasi manipulasi temporal 

yang konsisten dalam analisis data. Subsekuennya, prosedur ini melanjutkan dengan 

dekomposisi entitas temporal tersebut ke dalam entitas yang lebih granular, yaitu hari, bulan, 

dan tahun, merepresentasikan setiap entitas dalam kolom terpisah. Inisiatif ini mengkatalisasi 

kemampuan analitis dengan menyediakan akses ke komponen waktu secara diskrit.  

b. Mengubah data kategorikal menjadi format numerik: Pertama menggunakan LabelEncoder 

untuk mengonversi nilai-nilai dalam kolom Location, WindGustDir, WindDir9am, dan 

WindDir3pm menjadi bentuk numerik, memudahkan pengolahan data dalam pra-pemrosesan. 

Selanjutnya, untuk kolom RainToday dan RainTomorrow mengganti teks Yes dan No dengan 

nilai biner 1 dan 0, sebuah langkah sederhana namun efektif untuk mengolah data Boolean. 

c. Mengatasi masalah nilai yang hilang (NaN): Pertama, menghitung nilai median dari setiap kolom dengan 

fungsi median. Nilai median dipilih karena merupakan ukuran tendensi sentral yang tahan terhadap outlier 

dan dapat merepresentasikan distribusi data dengan lebih baik dalam beberapa kasus, terutama jika data 
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tidak simetris atau memiliki outlier. Selanjutnya menggunakan fungsi fillna untuk mengganti semua nilai 

NaN dengan nilai median yang sesuai dari setiap kolom. Penggunaan inplace=True mengindikasikan 

bahwa perubahan ini dilakukan langsung pada DataFrame asli tanpa perlu membuat salinan baru. 

d. Reorganisasi struktur kolom dalam DataFrame: Menyusun kembali data dalam urutan yang 

lebih logis, intuitif, atau efisien untuk analisis atau pemodelan data. Mengatur ulang kolom 

dapat membantu dalam meningkatkan keterbacaan dan aksesibilitas data, serta memastikan 

bahwa data diatur sesuai dengan prioritas analisis yang telah ditentukan. 

Tabel 2 menunjukkan atribut-atribut yang akan digunakan setelah melalui tahap pra-pemrosesan. 

 
Tabel 2. Atribut yang digunakan setelah melalui tahap pra-pemrosesan data 

Atribut dan Tipe Data Atribut dan Tipe Data 

Day (Int) WindSpeed9am (Float) 
Month (Int) WindSpeed3pm (Float) 
Year (Int) Humidity9am (Float) 
Location (Int) Humidity3pm (Float) 
MinTemp (Float)  Pressure9am (Float) 
MaxTemp (Float) Pressure3pm (Float) 
Rainfall (Float) Cloud9am (Float) 
Evaporation (Float) Cloud3pm (Float) 
Sunshine (Float) Temp9am (Float) 
WindGustDir (Object) Temp3am (Float) 
WindGustSpeed (Float) RainToday (Object) 
WindDir9am (Object) RainTomorrow (Object) 
WindDir3pm (Object)  

 

3.3 Pembagian Data 

Penelitian ini membagi dataset menjadi 80% data training dan 20% data testing. 

 

3.4 Resampling 

Pada tahap ini dilakukan resampling menggunakan SMOTE (Synthetic Minority Over-sampling 

Technique). SMOTE adalah metode resampling untuk memperbanyak data pada kelas minoritas dengan 

cara menduplikasikan data atau menggunakan data sintetik yang ada dikelas minoritas dengan tujuan 

untuk mengurangi ketidakkeseimbangan data [22]. Dengan menggunakan SMOTE akan dapat 

menghindari masalah overfitting yang tinggi. Alasan digunakannya SMOTE karena data seleteh pra-

pemrosesan tergolong imbalance atau tidak seimbang. Data sebelum menggunakan resampling SMOTE 

pada label tidak hujan sebanyak 90.911 dan pada label hujan sebanyak 25.457 data. Sedangkan sesudah 

menggunakan resampling SMOTE pada label tidak hujan dan hujan sama-sama memiliki 90.911 data. 

 

3.5 Model 

Pada penelitian ini membandingkan model LSTM dan GRU, seperti yang ditunjukkan pada 

Gambar 2. LSTM merupakan evolusi dari RNN yang dikembangkan untuk mengatasi isu 

vanishing gradient dan exploding gradient [23]. Isu tersebut muncul signifikan selama RNN 

beroperasi pada data sequence yang panjang, mengakibatkan kesulitan bagi RNN untuk efektif 

memahami long-time dependencies yang melibatkan langkah-langkah temporal yang ekstensif 

[24]. Implikasi dari masalah ini termanifestasi sebagai penurunan akurasi pada RNN.  

Sebagai respons terhadap tantangan tersebut, LSTM diintroduksi dengan mekanisme memory 

cell dalam menyimpan informasi jangka panjang [25]. Persamaan (1) merupakan rumus hasil 

akhir dari LSTM yang dimana ℎ𝑡 adalah final output, 𝑜𝑡 adalah nilai output gate, 𝐶𝑡 adalah nilai 

memory cell state, dan tanh atau tangen hiperbolik adalah sebuah fungsi aktivasi yang sering 

digunakan dalam Artificial Neural Network (ANN) [26], termasuk dalam arsitektur seperti LSTM. 

 

ℎ𝑡 = 𝑜𝑡 × 𝑡𝑎𝑛ℎ⁡(𝐶𝑡) (1) 

 

GRU merupakan variasi yang lebih ringkas dari LSTM, dimana integrasi fungsi dari input gate dan forget gate 

pada LSTM terkonsolidasi ke dalam satu mekanisme yang disebut update gate [27]. Integrasi ini 
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memungkinkan GRU untuk beroperasi dengan efisiensi waktu yang lebih tinggi dibandingkan LSTM, dengan 

desain yang dioptimalkan untuk performa superior pada dataset yang lebih terbatas dalam skala [12]. Dalam 

rumus GRU pada persamaan (2), ℎ𝑡 adalah final output, 𝑧𝑡 mengindikasikan update gate pada interval waktu 

t, ℎ𝑡−1 merujuk pada hidden state dari langkah waktu sebelumnya, dan  ħ𝑡 adalah hidden state candidate. 

 

ℎ𝑡 = (1 − 𝑧𝑡) × ℎ𝑡−1 + 𝑧𝑡 × ħ𝑡 (2) 

 
Gambar 2. Model dari LSTM (kiri) dan GRU (kanan) 

 

Setelah menentukan model yang digunakan, implementasi model dilakukan. Meskipun algoritma 

berbeda, parameter yang digunakan akan tetap sama. Pada Gambar 3 merupakan paramater yang digunakan. 

Penelitian ini juga memanfaatkan callback yang berguna untuk mencegah terjadinya overfitting pada model. 

 

 
Gambar 3. Paramater yang digunakan untuk membangun model 

 

Dalam model, fungsi aktivasi Rectified Linear Unit (ReLU) diaplikasikan pada hidden layer, sesuai 

dengan pemanfaatannya yang luas dalam deep learning. Adapun untuk layer dense terakhir, digunakan fungsi 

aktivasi sigmoid, yang efektivitasnya telah terdokumentasi dalam menghasilkan estimasi probabilitas pada 

output layer, khususnya dalam klasifikasi biner [28]. Mengenai loss function, penelitian ini mengadopsi 

binary_crossentropy, dipilih sesuai dengan struktur dataset yang hanya terdiri dari dua label. Selain itu, fungsi 

optimasi yang digunakan adalah Adam [29] yang berdasarkan bukti empiris, menunjukkan superioritas dalam 

beberapa kasus, sering kali mengungguli metode adaptif lainnya [23]. Untuk evaluasi, penelitian ini 

mengandalkan metric accuracy untuk mengukur performa model berdasarkan data training dan validation. 

 

  

4. PEMBAHASAN 

Penelitian ini menggunakan LSTM dan GRU, yang dirancang untuk mengolah data sekuensial dalam 

prediksi kejadian hujan. Kedua model dibangun dengan parameter pelatihan yang seragam, yaitu batch 

size sebesar 32 dan jumlah epoch sebanyak 100. Penggunaan parameter yang sama bertujuan untuk 

memastikan perbandingan performa dilakukan secara adil dan setara dari sisi pengaturan pelatihan. 

LSTM memiliki struktur yang terdiri atas tiga gerbang utama, yaitu input gate, forget gate, dan output 

gate, yang membuatnya lebih kompleks dan mampu menangani hubungan jangka panjang dalam data. 

Sebaliknya, GRU menyederhanakan arsitektur dengan hanya menggunakan dua gate, yaitu update gate, 

dan reset gate, sehingga cenderung lebih ringan dan efisien secara komputasi.  

 
Tabel 3. Struktur Arsitektur Model LSTM 

Layer (Type) Output Shape Jumlah Parameter 

LSTM (None, 1, 256) 287.744 

LSTM_1 (None, 1, 128) 197.120 

LSTM_2 (None, 64) 49.408 

Dense (None, 1) 65 

Total 
 

534.337 
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Tabel 4. Struktur Arsitektur Model GRU 
Layer (Type) Output Shape Jumlah Parameter 

GRU (None, 1, 256) 216.576 

GRU_1 (None, 1, 128) 148.224 

GRU_2 (None, 64) 37.248 

Dense (None, 1) 65 

Total 
 

402.113 

 

Perbedaan jumlah parameter menunjukkan bahwa LSTM memiliki kompleksitas arsitektur yang lebih 

tinggi dibandingkan GRU. Hal ini memengaruhi beban komputasi saat pelatihan, meskipun belum tentu 

berbanding lurus dengan peningkatan akurasi prediksi. Setelah menentukan konfigurasi arsitektur dan 

jumlah parameter pada masing-masing model, selanjutnya adalah model dilatih menggunakan dataset yang 

telah di-resample menggunakan metode SMOTE untuk mengatasi ketidakseimbangan kelas. Evaluasi 

dilakukan berdasarkan metrik akurasi, presisi, recall, dan F1-score yang ditunjukkan Tabel 5 berikut. 

 
Tabel 5. Hasil setelah dilakukan model pelatihan 

Model Accuracy Precision Recall F1-score 

LSTM 81,46% 57,85% 60,08% 58,93% 

GRU 81,39% 57,07% 64,29% 60,96% 

 

Model LSTM menunjukkan akurasi yang sedikit lebih tinggi, sedangkan GRU unggul pada nilai recall 

dan F1-score, yang menandakan kemampuannya dalam mengklasifikasikan data hujan secara lebih 

konsisten. Setelah melakukan penelitian LSTM mendapatkan akurasi yang terbaik yaitu 81,46% 

dibandingkan dengan GRU yang mendapatkan akurasi 81,39%. Hasil penelitian tersebut masih tergolong 

cukup rendah karena pada penelitian sebelumnya mendapatkan akurasi yang bisa melebihi dari akurasi yang 

telah diusulkan [17]–[20]. Namun, pada penelitian ini tidak mengalami overfitting karena pada grafik loss dan 

akurasi tidak mengalami naik turun yang signifikan. Gambar 4 menunjukkan hasil grafik pada model LSTM. 

 
Gambar 4. Grafik loss (kiri) dan akurasi (kanan) pada model LSTM 

 

Grafik training dan validasi pada Gambar 4 (kiri) adalah loss dan (kanan) adalah akurasi. Garis biru 

merupakan data training dan garis oranye merupakan data validation. Grafik menunjukkan model ini adalah 

termasuk baik karena peningkatan pada akurasi dan penurunan pada loss disetiap epoch mengalami stabil.  

Lalu, Grafik training dan validasi pada model GRU dapat dilihat pada Gambar 5 (kiri) adalah 

loss dan (kanan) adalah akurasi. Garis biru menggambarkan data training, dan garis oranye 

menggambarkan data validation. Secara umum, grafik ini menunjukkan bahwa model GRU 

mengalami proses training yang stabil, dengan penurunan loss dan peningkatan akurasi yang 

konsisten, yang mengindikasikan performa model yang baik dan tidak mengalami overfitting. 

 
Gambar 5. Grafik loss (kiri) dan akurasi (kanan) pada model GRU 

 

Setelah memperoleh hasil pelatihan model, langkah selanjutnya adalah melakukan evaluasi menggunakan 

confusion matrix yang ditampilkan pada Gambar 6 dan Gambar 7, di mana Gambar 6 merupakan confusion 

matrix untuk model LSTM, dan Gambar 7 menunjukkan confusion matrix untuk model GRU.  
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Gambar 6. Confusion Matrix pada LSTM 

 

Berdasarkan Gambar 6, confusion matrix menggambarkan hasil klasifikasi model LSTM terhadap data 

pengujian. Diperoleh True Positive (TP) sebanyak 5.797 (jumlah data yang diprediksi hujan dan benar-benar 

hujan). Selanjutnya True Negative (TN) sebanyak 29.761 (data yang diprediksi tidak hujan dan memang tidak 

hujan). Kemudian False Positive (FP) sebanyak 4.226 (data yang diprediksi hujan tetapi sebenarnya tidak hujan). 

Terakhir, False Negative (FN) sebanyak 3.854 (data yang diprediksi tidak hujan namun kenyataannya hujan). 

Berdasarkan nilai-nilai tersebut, dilakukan perhitungan terhadap beberapa metrik evaluasi 

model. Pertama, akurasi (accuracy) sebagai berikut. 

 

Accuracy = ⁡
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
=

5.797 + 29.761

5.797 + 29.761 + 4.226 + 3.854
≈ 81,46% 

 

Selanjutnya, presisi (precision) merupakan rasio antara jumlah prediksi hujan yang benar 

terhadap seluruh prediksi hujan, yaitu: 

 

Precision = ⁡
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
= ⁡

5.797

5.797 + 4.226
≈ 57,85% 

 

Kemudian, recall atau sensitivitas mengukur sejauh mana model mampu mendeteksi seluruh 

kejadian hujan yang sebenarnya, yaitu: 

 

Recall = ⁡
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
=⁡

5.797

5.797 + 3.854
≈ 60,08% 

 

Terakhir, F1-score digunakan untuk memberikan gambaran seimbang antara presisi dan recall, 

terutama ketika data bersifat tidak seimbang. 

  

F1_Score = ⁡2 ×
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛⁡ × 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
= ⁡2 ×

0,5785 × 0,6008

0,5785 + 0,6008
≈ 58,95% 

 

Hasil evaluasi ini menunjukkan bahwa model LSTM memiliki performa klasifikasi yang cukup baik, 

dengan tingkat akurasi dan F1-score yang mendekati hasil model GRU. Kedua model sama-sama 

menunjukkan efektivitas yang kompetitif dalam memprediksi kejadian hujan berdasarkan data historis cuaca. 

 
Gambar 7. Confusion Matrix pada GRU 
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Berdasarkan Gambar 7, confusion matrix menggambarkan hasil klasifikasi model GRU terhadap data 

pengujian. Diperoleh TP sebanyak 6.204, TN sebanyak 29.324, TF sebanyak 4.663 dan FN sebanyak 3.447. 

Berdasarkan nilai-nilai tersebut, dilakukan perhitungan terhadap beberapa metrik evaluasi model, 

yaitu accuracy, precision, recall dan F1-Score. 

 

Accuracy = ⁡
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
= ⁡

6.204 + 29.324

6.204 + 29.324 + 4.663 + 3.447
= ⁡

35.528

43.638
≈ 81,39% 

 

Precision = ⁡
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
= ⁡

6.204

6.204 + 4.663
≈ 57,07% 

 

Recall = ⁡
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
=⁡

6.204

6.204 + 3.447
≈ 64,29% 

 

F1_Score = ⁡2 ×
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛⁡ × 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
= ⁡2 ×

0,5707 × 0,6429

0,5707 + 0,6429
≈ 60,96% 

 

Hasil evaluasi ini menunjukkan bahwa model GRU memiliki performa klasifikasi yang kompetitif 

terhadap model LSTM, dengan nilai akurasi yang sebanding dan F1-score yang sedikit lebih tinggi. Hal 

ini menunjukkan kemampuan GRU dalam menangani pola data waktu pada prediksi hujan secara efektif. 

Sebagai bentuk pembandingan kontekstual, Tabel 6 menyajikan hasil dari beberapa penelitian terdahulu 

yang menggunakan berbagai pendekatan machine learning untuk melakukan prediksi hujan. 

 
Tabel 6. Hasil perbandingan penelitian dengan penelitian sebelumnya 

Author Dataset Model Accuracy 

[16] BMKG Kota Semarang C4.5/J48 78,4% 

[17] BMKG Kota Semarang 1D CNN 81,46% 

[18] BMKG Riau SVM 82% 

[19] Kaggle (Badan Meteorologi Australia) ANN 85% 

[20] Kaggle (Badan Meteorologi Australia) KNN 85,64% 

Penelitian ini Kaggle (Badan Meteorologi Australia) LSTM 81.46% 

Penelitian ini Kaggle (Badan Meteorologi Australia) GRU 81,39% 

 

Berdasarkan Tabel 6, terlihat beberapa algoritma konvensional seperti Artificial Neural Network 

(ANN) dan K-Nearest Neighbor (KNN) mampu menghasilkan akurasi yang lebih tinggi dibandingkan 

LSTM (81,46%) maupun GRU (81,39%) pada penelitian ini. Fenomena ini tidak serta-merta 

menunjukkan kelemahan deep learning, melainkan lebih mengindikasikan efektivitas suatu algoritma 

sangat bergantung pada karakteristik data, konfigurasi model, dan proses pelatihan yang digunakan. 

Model LSTM dan GRU memiliki kompleksitas arsitektur yang memungkinkan untuk menangkap 

hubungan jangka panjang dalam data sekuensial. Namun demikian, model tersebut sangat bergantung pada 

proses pemilihan hyperparameter, struktur jaringan (jumlah layer dan neuron), serta strategi regularisasi 

dan optimasi. Tanpa desain yang optimal, model deep learning berpotensi mengalami underfitting atau 

bahkan tidak menunjukkan performa superior yang signifikan. Sebaliknya, algoritma klasik seperti KNN 

atau SVM cenderung bekerja lebih efisien pada dataset yang bersih, seimbang, dan memiliki fitur-fitur 

prediktif yang kuat, sehingga mampu menghasilkan akurasi yang lebih tinggi dalam konteks tertentu. 

Dengan demikian, meskipun pendekatan berbasis deep learning memiliki keunggulan konseptual, 

namun dalam praktiknya masih memerlukan optimasi dan adaptasi yang cermat terhadap karakteristik data. 

Untuk penelitian selanjutnya, disarankan untuk mengeksplorasi arsitektur model yang lebih kompleks, 

melakukan tuning hyperparameter secara lebih menyeluruh, serta mempertimbangkan penggunaan 

pendekatan ensemble atau hybrid guna meningkatkan akurasi dan stabilitas model prediksi hujan. 

 

 

5. KESIMPULAN 

Penelitian ini membandingkan performa model LSTM dan GRU dalam melakukan klasifikasi 

prediksi hujan menggunakan data meteorologi dari Australian Bureau of Meteorology. Setelah melalui 
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tahapan pra-pemrosesan, resampling menggunakan SMOTE, dan proses pelatihan model, diperoleh 

hasil bahwa LSTM menghasilkan akurasi sebesar 81,46% dan GRU sebesar 81,39%. Meskipun nilai 

akurasi LSTM sedikit lebih tinggi, model GRU menunjukkan nilai F1-score yang lebih besar, yaitu 

60,96% dibandingkan LSTM sebesar 58,95%. Hal ini menunjukkan bahwa GRU memiliki kemampuan 

deteksi terhadap kejadian hujan yang lebih baik. Secara keseluruhan, kedua model memberikan 

performa yang kompetitif dan layak diterapkan dalam sistem prediksi cuaca berbasis deep learning. 

Untuk pengembangan lebih lanjut, disarankan agar penelitian berikutnya mencoba arsitektur 

model yang lebih kompleks serta menggunakan kombinasi data dari berbagai sumber seperti 

BMKG. Penelitian juga dapat diperluas dengan mengevaluasi model lain seperti CNN, BiLSTM, 

atau hybrid model untuk mendapatkan performa yang lebih optimal dan generalisasi yang lebih baik 

terhadap variasi pola cuaca. Dari penelitian sebelumnya [19] dan [20] menggunakan dari dataset 

yang sama karena pada dataset tersebut datanya bisa dibilang seimbang. Selain dataset, kami 

menyarankan untuk menggunakan metode dan model yang lainnya agar hasilnya bisa beragam. 
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